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CONTINUOUS Q-LEARNING APPLICATION
S. Véchet!, J. Krejsa, P. Micek®

Sandard algorithm of Q-Learning is limited by discrete states and actions and Q-
function is usually represented as discrete table. To avoid this obstacle and extend
the use of Q-learning for continuous states and actions the algorithm must be
modified and such modification is presented in the paper. Straightforward way is
to replace discrete table with suitable approximator. A number of approximators
can be used, with respect to memory and computational requirements the local
approximator is particularly favorable. We have used Locally Weighted
Regression (LWR) algorithm. The paper discusses advantages and disadvantages
of modified algorithm demonstrated on simple control task.

1. Uvod

Standardni algoritmu Q-uceni je omezen pouzivanim diskrétnich stavi a akci. V tomto
pripadé je Q-funkce nejcastéji representovana jako diskrétni tabulka Q-hodnot. Diskretizace
spojitych hodnot je casto spojena scetnymi problémy. Vyhnuti se problému s diskretizaci
stavii a akci je mozno dosahnout pouzitim spojitého Q-uceni. Tento ¢lanek se snazi priblizit
metody pouzité za ucelem kontinualizace diskrétniho algoritmu Q-uceni a to pomoci
lokalnich aproximatord. Jako vhodny aproximator byl zvolen agoritmus patiici do skupiny
aproximatoru slokalnim modelem (Locally Weighted Learning - LWL)(Atketson & Moore &
Shaal, 1996). Ztéto skupiny tzv. pamétové orientovanych aproximatora byla pro
jednoduchou implementaci zvolena metoda lokalné vazené regrese(Locally Weighted
Regression - LWR)

2. Lokalné vazena regresse

Mezi nejjednodussi algoritmy slokalnim linearnim modelem patii lokalné vazena regrese

(Locally Weighted Regresson — LWR). Tato metoda je zalozena na znamé metodé

nejmensich ¢tverca. V tomto pripadé neni regresni piimka konstruovana na zakladé celého

datového souboru, ale pouze z bodu v urcité definované oblasti a zavisi na vzajemné poloze

jednotlivych bodii dan¢ oblasti. Metoda negjmensich ¢tverci pouze minimalizuje jednoduché
n

kritérium, kterym je soucet &tverch vzdilenosti:C =g (y- y;) Kde n je potet bodi,
i=1

yi reprezentuje danou souradnici i-tého bodu, V. je odhad. Pri pouziti linearniho modelu jako

polynomu prvniho stupné y = p,x+ p,, kde p1,pz jsou neznamé parametry, dostaneme pro n

bodt o souradnicich x;,y;, n rovnic o dvou neznamych.
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matice hledanych parametri. Rovnici 1ze tedy fesit nasledujicim zptsobem

XTy =(X"X)p

B=(X"X) X"y
Po téchto upravach dostaneme matici parametri =[ P pz]T a mazeme tedy pro libovolny
neznamy bod q[x,y] psat: y=xp, + p,. Mnozinou bodu leze tedy prolozit regresni ptimku,

pripadné 1ze na zakladé parametri pa,p2 odhadovat nezname body q jednotlivé jak ukazuje
obrazek 2.1.
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Obradzek 2.1.

Oproti tomu metoda LWR bere v tivahu i vzajemnou polohu boda. Parametry regresni piimky
jsou primo zavisé na vzdalenosti od odhadovaného bodu g. Necastéjsim kritériem
vzdalenosti je Euklidovska vzdalenost de([xi,yi],q). V tomto jednoduchém ilustracnim pripade
je vzdalenost dana pouze jednoduchym vztahem

de ([x. v].a) =(% - x)°

Na zaklade takto ziskané vzdalenosti je poté vypocitana vaha kazdého bodu. Vaha urcuje jaky
vliv bude mit dany bod na parametry regrese. Tedy blizky bod bude regresi ovliviiovat vice
nez bod vzdaleny. Jako nejvhodngjsi funkce pro vypocet vahy danného bodu byva
oznac¢ovana funkce zalozena na gausove jadru. V nasem piipadé by pak takova funkce mohla
vypadat takto:

K(de)=¢€*
Postup vypoctu neznamych parametrd u metody lokalné vazené regrese se tedy zmeéni
nasledujicim zpuasobem.
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Nejdiive je tieba vypocitad vzdalenost a vahu jednotlivych boda

W :\/K(dE([)g,yi],q))

Pro dalsi vypocty je nutné tyto vahy umistit do diagonalni matice W kde jednotlivé prvky na
digonale odpovidaji jednotlivym vypocitanym vaham W;; = w; . Na zaklad¢ takto vypocitané
matice vah prepocitame znamou matici vstupu X, ziskame tak vazenou matici vstupa Z = W
X. Vlastni vypocet neznamych parametra |ze poté zapsat jako

Z'y=(Z"X)p

p=(z'x)"z"y

Takto vypocitanou matici parametri ﬁ:[ o) pz]T Ize opét stejnym zptisobem pouzit pro
prolozeni regresni primky, pripadné odhadovat jednotlivé nezname body. Obrazek 2.2 nalevo
ukazuje metodu LWR pouzitou pro aproximaci stejného vstupniho datového souboru jaky byl
pouzit pii demonstraci metody nejmensich ¢tverci. Na prvni pohled je jasné vidét vyrazné
veérngjsi aproximaci dat. Obrazek 2.2 napravo ukazuje jak se lisi parametry jednotlivych
regresnich piimek pro jednotlivé odhady, coz bylo podrobnéji popsano v predchazejicich
odstavcich.
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Obrazek 2.2

3. Spojité Q-uceni

Standardni model Q-uceni je tvoren agentem a prostiedim. Prostiedi je tvofeno mnozinou
diskrétnich stavi, které jsou veétsinou ziskany diskretizaci spojitych stavovych velicin.
V kazdém c¢asovém okamziku t se prostiedi nachazi ve stavu s . Agent ma k dispozici
mnozinu akci, kterymi stav prostredi ovliviuje. Poté co agent provede akci a; zptisobi zménu
stavu prostiedi na stav s.+1. Jednou z moznosti jak specifikovat pozadované chovani agenta je
definovat funkci okamzitého posileni r(s,s+1,a;), ktera uréuje konkrétni odmenu/pokutu za
piechod ze stavu s do stavu s.; pii provedeni akce a. Dlouhodoby cil agenta je mozné
definovat jako ukol maximalizovat funkci okamzitého posileni. Tato funkce muize byt
representovana jako diskrétni tabulka Q(s,a), kde kazdé vzajemné kombinaci stavi a akci
odpovida jedna Q-hodnota. Pokud je tedy Q-funkce implementovana jako tabulka, je
piepoctovy vztah dan jako

Q(s.a)=Q(s,a)+a §(5.a,5.) *gmaxQ(s..a)- Q(s.a)g

kde a je ucici pomer, g srazkovy faktor. Pii tomto zpasobu implementace Q-funkce je také
dulezité spravné rozdéleni miizky tabulky. Velmi ¢asté je pouziti nelinearniho rozdéleni
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miizKy, kdy v okoli dulezitych oblasti je miizka vzorkovana hustéji nez v méné dulezitych
oblastech. Tabulkova implementace Q-funkce je vhodna pro soustavy smensim poctem
stavovych proménnych (se zvysujicim se poétem stavovych proménnych neamérné narista
vypocetni narocnost), nebo tam kde postacuje omezeny pocet akci, kterymi Ize ovliviiovat
chovani soustavy. Pokud je ovsem potieba pracovat svétsi poctem stavovych proménnych,
popr. je nutné pracovat se spojitymi stavy a akcemi, je nutné Q-funkci implementovat jinym
zpusobem nez klasickou tabulkou. Jako moznost se jevi nahradit tabulku Q-hodnot vhodnym
aproximatorem. Aproximator je poté pouzivan pro odhady Q-hodnot v neznamych stavech
prostredi. V nasem pripadé byl jako vhodny aproximator pouzita metoda lokalné vazené
regrese. V tomto pripadé jiz prepocet Q-hodnot v jednotlivych krocich uceni neni dan
jednoduchym vztahem, i kdyz jeho zaklad je mozné vysledovat i v modifikovaném agoritmu.
Tuto metodu jiz nelze jednoduse popsat jednim vztahem a proto je popsina kodem
pseudoalgoritmu 3.1.

Algoritmus 3.1. Modifikovany algoritmus Q-uceni
q- Qun(S,a) metodaLWR

q'- maXQ(SHl’at’p)
K - pouzité body pro aproximaci q
W, ~ exp(- (- k)? /)
Dg- a(r+gq* q)
Q(s,a) - Q(s,a) +Dq
aktualizace pro kazdy bod Q(s, &) v K; Q(5,8) - Q(s.a)+Daw

No g s~ w DR

kde p je sitka pasma, ze kterého se vybirgji platné Q-hodnoty, h oznacuje efektivni okoli, tj.
oznacuje velikost oblasti ve které maji okolni body vyznamny vliv na vypocet vahy
jednotlivych bodut. Pravé volba téchto parametri ma kli¢ovy vyznam na kvalitu nauceni.

4. Provedené experimenty
Pro experimenty se spojitym Q-ucenim byl pouzit jednoduchy matematicky model inversniho
kyvadla dany témito rovnicemi

(M +m)&+mlji&cosj - mijé*sinj =F

(1 +mi?)j+mgl sinj = mikcos]
kde M je hmotnost voziku, m hmotnost kyvadla, | délka kyvadla, | moment setrvacnosti
kyvadla, F sila pusobici na vozik, g tihové zrychleni, x souradnice voziku, j uhel odklonu
kyvadla od vertikalni osy.
Byla zanedbana hmotnost voziku a treni. Jako akce bylo pouzito zrychleni se kterym se
pohybuje vozik a jako stavu uhel odklonu kyvadla od vertikalni osy. Cilem agenta-fidiciho
¢lenu je udrzet kyvadlo ve vymezeném intervalu <-j nux,) max >. Akce byly voleny z intervalu
<-a,2>. Posilovaci funkce stanovuje odménu/trest zmnoziny {-1,0,1} nasedujicim
pravidlem:

1 j £|j min| U
0 | ) (h min|'|j max|>{,/

i
_1
=1
+ 1 jinak
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Pro experimenty bylo pouzito téchto parametrii modelu: m=0.5kg, g=9.81kgms?, 1=0.2m a
parametrii uceni a=10ms?, j min =0.1°, j max =20°, a=0.2, g=0.99. Testovan byl agoritmus
klasického Q-ucéeni oproti spojitému Q-uceni sLWR.

Systém byl testovan nasledujicim zpiasobem: Nejprve bylo vygenerovano nahodné n
pocatecnich stava. Tyto stavy byly pouzity béhem testovani a bylo sledovano, zda po
stanoveny pocet krokti dokaze agent udrzet vychylku kyvadla v uréeném intervalu. Pokud to
agent dokazal, byl pokus vyhodnocen jako uspésny. Tim byla stanovena procentualni
uspesnost v prabéhu uceni( kvalita regulace).

Simulacni vysledky jsou zobrazeny v na grafech 4.1 a 4.2. Graf 4.1 ukazuje prabéh uceni,
graf 4.2 ukazuje oblasti fiditelnosti, leva c¢ast pro diskrétni, prava pro spojité Q-uceni. Na
osach x a'y jsou vyneseny normalizované hodnoty ahlu odklonu od vertikalni osy a ahlové
rychlosti. Pri pouziti diskrétniho Q-uceni byla pouzita tabulka o velikosti (14,14,3), kde
jednotliva cisla oznacuji pocet diskrétnich hodnot pro (postupné z leva) uhel, rychlost,
zrychleni. Pri pouziti spojitého Q-uceni byly rozsahy jednotlivych stavii a akci normalizovany
tak ze jgich rozsahy byli vzdy v intervalu <0,1>. Tabulka 4.1 ukazuje srovnani procentual ni
velikosti oblasti fiditelnosti pro jednotlivé metody.
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5. Zavér

Abychom mohli pouzit spojitych stavi a akci v konvencnim Q-uceni je nutné pouzit vhodny
aproximator. Jako prvni krok pii pouziti spojitych stavi a akci jsme zvolili LWR. Algoritmus
pro aproximaci Q-funkce patiici do skupiny algoritmi slokalnim modelem. Zvolena metoda
byla testovana na jednoduchém modelu inverzniho kyvadla.

V experimentech byla Q-tabulka kompletné nahrazena aproximatorem. Takto upravena
metoda Q-uceni byla testovana na zminéném modelu inverzniho kyvadla. Z experimenta je
patrno ze kvalita regulace takto modifikovaného algoritmu je srovnatelna se standardni
metodou. Jeji mirnou nevyhodou je pomalgsi konvergence v pocatecnich fazich uceni, coz je
zpusobeno pocatecni absenci Q-hodnot v prostoru. Jelikoz tato viastnost nema vliv na dalsi
doucovani, je mozné ji povazovat za mén¢ zavaznou oproti problémum se spravnou
diskretizaci tabulky u diskrétniho Q-uceni, Spatna diskretizace ma totiz negativni vliv na
uceni po celou dobu trénovani, tedy nejen pii pocatecnich fazich uéeni, ale i v dalsich fazich,
jako je naptiklad on-line dou¢ovani narealném model u.

Jako dalsi stupen, v poznavani vlastnosti spojitého Q-uceni, se jevi nahrazeni jednoduchého
aproximatoru LWR, n¢jakym vhodngjsim aproximatorem s lepsimi vlastnostmi a také pouziti
dozitéjsiho simula¢niho modelu, jakym mutze byt napi. aktivni magnetického lozisko.

6. Podékovani
Tato prace je podporovana projektem MSM 262100024 ministerstva vzdélavani ,,Vyzkum a
vyvoj] mechatronickych soustav”
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